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Typy GPU pamäte 1

Hlavná pamäť Obdoba RAM, obsahuje program a dáta. CPU k nej môže pristupovať
cez zbernicu PCI, je to relatívne pomalé. Prenosy medzi CPU a GPU je
preto potrebné minimalizovať.

Konštantná pamäť Má veľkosť 64 KB, má vlastnú kešku. Rýchlosť je podobná prístupu
k registru. O umiestnení do pamäte automaticky rozhoduje kompilátor
NVCC.

Textúrová pamäť Určená pre obrazové dáta až do troch rozmerov. Podporuje špeciálne
funkcie, ktoré robia rýchlu interpoláciu (zväčšovanie/zmenšovanie)
obrázka.

2 / 34



Typy GPU pamäte 2

Registre Každý SM má 65536 32-bitových registrov. Registre sú alokované na
úrovni vlákien.

Lokálna pamäť Privátna pamäť pre každé vlákno. Používa sa, ak registre nepostačujú.
O jej alokácii a využití rozhoduje kompilátor.

Zdieľaná pamäť Každý SM má 32 – 228 KB zdieľanej pamäte. Bloky vlákien túto
pamäť zdieľajú. Alokovaná veľkosť sa určí pri spustení kernelu.
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Pamäť vs obsadenie SM

Ak na jednom SM môže byť rezidentných 64 warpov, na každé vlákno pripadá 32
registrov. Ak vlákna potrebujú viac registrov, obsadenie SM nebude úplné.
Ak kernel vyžiada viac ako polovicu dostupnej zdieľanej pamäte, na jednom SM sa
spustí iba jeden blok vlákien – nevýhodné obsadenie. Kernel by nemal vžiadať viac
ako polovicu dostupnej zdieľanej pamäte.
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Pamäťová hierarchia

Lokálna pamäť: iba pre jedno
vlákno, počas jeho behu
Zdieľaná pamäť: vlákna
jedného bloku, počas
existencie bloku
Globálna pamäť zariadenia:
všetky vlákna, celá doba behu
aplikácie

 https:
//docs.nvidia.com/cuda/cuda-c-programming-guide/
index.html#memory-hierarchy 
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Zhnrnutie pamäťových priestorov

Typ pamäte Viditeľnosť naprieč Platnosť počas Umiestnenie

Globálna Gridom behu aplikácie Device
Konštantná Gridom behu aplikácie Device
Zdieľaná Blokom behu kernelu SM
Lokálna Iba vlákno behu kernelu Device
Registre Iba vlákno behu kernelu SM

 Zdroj 

6 / 34

https://docs.nvidia.com/cuda/cuda-programming-guide/02-basics/writing-cuda-kernels.html#gpu-device-memory-spaces


Pamäť 1

Pole na GPU je typu DeviceNDArray.
Alokácia poľa v hlavnej pamäti GPU:

numba.cuda.device_array(
shape,
dtype=np.float64,
strides=None,
order='C',
stream=0,

)

Alokácia poľa s rovnakými parametrami ako ary:

numba.cuda.device_array_like(ary, stream=0)

7 / 34



Pamäť 2

Alokácia a skopírovanie poľa do hlavnej pamäte GPU:

numba.cuda.to_device(obj, stream=0, copy=True, to=None)

Vytvorí DeviceNDArray objekt previazaný s pôvodným poľom.

cuda.as_cuda_array(sync=True)
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Pamäťové presuny

Presunutie na GPU:

copy_to_device(ary, stream=0)

Presunutie do RAM:

copy_to_host(ary=None, stream=0)
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Kernel dekorátory

Z bežnej Python funkcie sa stane kernel, keď ju dekorujeme @cuda.jit.

@cuda.jit
def my_kernel(io_array):

...

Takýto kernel môžeme zavolať z Python kódu alebo iného kernelu. Hodnoty môže
vracať iba cez argumenty, nie return.

Dekorátor je možné konfigurovať:

numba.cuda.jit(
func_or_sig=None,
device=False,
debug=None,
fastmath=,
max_registers=,
opt=None,
lineinfo=False,
cache=False,
launch_bounds=None,
shared_memory_carveout=None,

)
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Spustenie kernelu

kernel[griddim, blockdim, stream, sharedmem](args...)

Argumenty:
griddim veľkosť gridu (číslo alebo n-tica s max. 3 prvkami)

blockdim veľkosť bloku (číslo alebo n-tica s max. 3 prvkami)
stream voliteľný prúd
shared veľkosť zdieľanej dynamickej pamäte v bajtoch

args... argumenty kernelu

Dobrá počiatočná hodnota je [4 * Nsm, 256].
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Príklad 1

Ukážka výpočtu súradníc vlákna  © :

import math
import numpy
from numba import cuda

@cuda.jit
def my_kernel(io_array):

tx = cuda.threadIdx.x
ty = cuda.blockIdx.x
bw = cuda.blockDim.x

pos = bw * ty + tx

if pos < io_array.size:
io_array[pos] *= 2

data_mem = cuda.to_device(numpy.ones(256))
threadsperblock = 32
blockspergrid = int(math.ceil(data_mem.size / threadsperblock))
my_kernel[blockspergrid, threadsperblock](data_mem)
data = data_mem.copy_to_host()
print(data)
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https://github.com/tj314/ppds-seminars/blob/ppds2025/lecture7/01.py


Príklad 1 popis

@cuda.jit
def my_kernel(io_array):

tx = cuda.threadIdx.x
ty = cuda.blockIdx.x
bw = cuda.blockDim.x

pos = bw * ty + tx

if pos < io_array.size:
io_array[pos] *= 2

data_mem = cuda.to_device(numpy.ones(256))
threadsperblock = 32
blockspergrid = int(math.ceil(data_mem.size / threadsperblock))
my_kernel[blockspergrid, threadsperblock](data_mem)
data = data_mem.copy_to_host()
print(data)

@cuda.jit: skompiluje funkciu a vytvorí
CUDA kernel
if pos < io_array.size: kontrola
pretečenia indexu
int(math.ceil(data.size /
threadsperblock)): počet blokov,
zaokrúhlený nahor
my_kernel[blockspergrid,
threadsperblock](data): spustenie
kernelu

Dispečer zobrazí varovanie, ak má grid menej ako
128 blokov (viď NUMBA_CUDA_LOW_OCCUPANCY_WARNINGS).
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Pamäťový caching

Prečo pos = blockDim.x * blockIdx.x + threadIdx.x

a nie pos = gridDim.x * threadIdx.x + blockIdx.x ?

threadIdx.x majú v rovnakom warpe za sebou idúce hodnoty.
V prvom prípade má pos za sebou idúce hodnoty.
V druhom prípade má pos v rovnakom warpe hodnoty po násobkoch gridDim.x
– neefektívny prístup k pamäti.

V Numbe je výpočet pozície v gride extrahovaný do funkcie cuda.grid(n), kde n je
rozmer.
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Funkcie Pythonu, ktoré je možné používať

Pozor! V kerneloch sa nedajú volať ľubovoľné funkcie!

 Podporované funkcionality Pythonu v Numbe 

 Podporované funkcionality Pythonu pre CUDA Python 
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https://numba.readthedocs.io/en/stable/reference/pysupported.html
https://nvidia.github.io/numba-cuda/user/cudapysupported.html


Príklad 2

To isté ako v príklade 1, ale používame
cuda.grid()  © :

@cuda.jit
def my_kernel(io_array):

pos = cuda.grid(1)
if pos < io_array.size:

io_array[pos] *= 2

data_mem = cuda.to_device(numpy.ones(256))
threadsperblock = 32
blockspergrid = int(math.ceil(data_mem.size /

threadsperblock))↪→
my_kernel[blockspergrid, threadsperblock](data_mem)
data = data_mem.copy_to_host()
print(data)

Kernel z príkladu 1 pre porovnanie

@cuda.jit
def my_kernel(io_array):

tx = cuda.threadIdx.x
ty = cuda.blockIdx.x
bw = cuda.blockDim.x

pos = bw * ty + tx

if pos < io_array.size:
io_array[pos] *= 2
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Príklad 3

Dva rozmery  © :

@cuda.jit
def my_kernel(io_array):

x, y = cuda.grid(2)
y_max, x_max = io_array.shape
if x < x_max and y < y_max:

io_array[y, x] *= 2

data_mem = cuda.to_device(numpy.ones((16, 16)))
threadsperblock = (16, 16)
blockspergrid_x = int(math.ceil(data_mem.shape[0] / threadsperblock[0]))
blockspergrid_y = int(math.ceil(data_mem.shape[1] / threadsperblock[1]))
blockspergrid = (blockspergrid_x, blockspergrid_y)
my_kernel[blockspergrid, threadsperblock](data_mem)
data = data_mem.copy_to_host()
print(data)
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https://github.com/tj314/ppds-seminars/blob/ppds2025/lecture7/03-2D.py


Príklad 4

Násobenie matíc  © :

@cuda.jit
def matmul(A, B, C):

row, col = cuda.grid(2)
if row < C.shape[0] and col < C.shape[1]:

tmp = 0.0
for k in range(A.shape[1]):

tmp += A[row, k] * B[k, col]
C[row, col] = tmp

A = numpy.full((24, 12), 3, numpy.float32)
B = numpy.full((12, 22), 4, numpy.float32)

A_global_mem = cuda.to_device(A)
B_global_mem = cuda.to_device(B)

C_global_mem = cuda.device_array((24, 22))

threadsperblock = (16, 16)
blockspergrid_x = int(math.ceil(A.shape[0] / threadsperblock[0]))
blockspergrid_y = int(math.ceil(B.shape[1] / threadsperblock[1]))
blockspergrid = (blockspergrid_x, blockspergrid_y)

matmul[blockspergrid, threadsperblock](A_global_mem,
B_global_mem,
C_global_mem)

C = C_global_mem.copy_to_host()

print(C)
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https://github.com/tj314/ppds-seminars/blob/ppds2025/lecture7/04-matrix-multiplication.py


Príklad 5 3D

 © 

@cuda.jit
def grid_3d(a, b, id_num):

nz, ny, nx = a.shape
x, y, z = cuda.grid(3)
if x >= nx or y >= ny or z >= nz:

return

tx, ty, tz = cuda.threadIdx.x, cuda.threadIdx.y, cuda.threadIdx.z
bx, by, bz = cuda.blockIdx.x, cuda.blockIdx.y, cuda.blockIdx.z
bdimx, bdimy, bdimz = cuda.blockDim.x, cuda.blockDim.y, cuda.blockDim.z
gdimx, gdimy, gdimz = cuda.gridDim.x, cuda.gridDim.y, cuda.gridDim.z

block_size = bdimx * bdimy * bdimz
grid_size = gdimx * gdimy * gdimz
total_threads = block_size * grid_size

thread_rank_in_block = (tz * bdimy + ty) * bdimx + tx
block_rank_in_grid = (bz * gdimy + by) * gdimx + bx
thread_rank_in_grid = block_rank_in_grid * block_size + thread_rank_in_block

a[z][y][x] = thread_rank_in_grid
b[z][y][x] = math.sqrt(a[z][y][x])

# pokračovanie na ďalšom slajde
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https://github.com/tj314/ppds-seminars/blob/ppds2025/lecture7/05-3D.py


Príklad 5 3D pokračovanie

@cuda.jit
def grid_3d(a, b, id_num):

...
if thread_rank_in_grid == id_num:

print("array size ", nx, 'x', ny, 'x', nz, '=', a.size)
print("thread block", bdimx, "x", bdimy, "x", bdimz, "=", block_size)
print("thread grid", gdimx, "x", gdimy, "x", gdimz, "=", grid_size)
print("total number of threads in grid ", total_threads)
print("a[", z, "][", y, "][", x, "}] =", a[z][y][x], "and b[", z, "][", y, "][", x, "] =", b[z][y][x])
print("rank_in_block = ", thread_rank_in_block, " rank_in_grid = ",

thread_rank_in_grid, " rank of block_rank_in_grid = ", block_rank_in_grid)

a = cuda.to_device(numpy.zeros((256, 512, 512), int))
b = cuda.to_device(numpy.zeros((256, 512, 512), numpy.float32))

id_num = int(sys.argv[1]) if len(sys.argv) > 1 else 12345
threadsperblock = 32, 8, 2
blockspergrid = 16, 64, 128
grid_3d[blockspergrid, threadsperblock](a, b, id_num)

Prvá dimenzia veľkosti bloku (32) bola zvolená schválne (hint: warp).
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Umiestnenie dát v pamäti

Položky poslednej dimenzie matice sú
v pamäti vedľa seba (po riadkoch).

CUDA aplikuje za sebou idúce hodnoty
prvej dimenzie (x) do rovnakého warpu
(po stĺpcoch).

⇒ x musí byť použitá na indexovanie
poslednej dimenzie matice.

a[z][y][x] = thread_rank_in_grid
b[z][y][x] = math.sqrt(a[z][y][x])

 Autor: CMG Lee 
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https://commons.wikimedia.org/wiki/File:Row_and_column_major_order.svg


Súradnice

Kontrolná otázka: aký je rozdiel medzi

x, y, z = cuda.grid(3) # a

tx, ty, tz = cuda.threadIdx.x, cuda.threadIdx.y, cuda.threadIdx.z

tx, ty a tz sú súradnice vlákna v bloku.

x, y a z sú súradnice vlákna v gride.

x, y, z = (cuda.blockDim.x * cuda.blockIdx.x + cuda.threadIdx.x,
cuda.blockDim.y * cuda.blockIdx.y + cuda.threadIdx.y,
cuda.blockDim.z * cuda.blockIdx.z + cuda.threadIdx.z)
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Súradnice
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3D pozícia (rank)

Vzorec pre výpočet pozície bloku/vlákna v 3D gride/bloku

rank = (z · dimy + y) · dimx + x

hodnoty x sú (v pamäti) vedľa seba
hodnoty y sú vzdialené dim_x položkami
hodnoty z sú vzdialené dim_x * dim_z položkami

Výpočet pozície vlákna v gride
Z predchádzajúceho príkladu:

thread_rank_in_grid = block_rank_in_grid * block_size + thread_rank_in_block
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Skrývanie latencie

T1 – T4 sú bloky
Každé vlákno v aktívnom warpe si udržuje svoj stav a má vlastné registre.
Kontext warpu je uchovaný na čipe – prepnutie warpu je okamžité.
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Paralelné vzory 1

Vyhýbajte sa podmienkovým výrazom if v kerneloch:

Zle
Divergencia vykonávania na dlhý čas.

if not flag:
function1(a1, a2, ...)

else:
function2(b1, b2, ...)

Môže byť
Divergencia vykonávania na krátky čas.

if not flag:
x += 1
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Paralelné vzory 2

Najlepšie
Inštrukcia select-predicate vykoná kód lineárne bez vetvenia.

cuda.selp(condition, val_true, val_false)

x += cuda.selp(not flag, 1, 0)
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Paralelná redukcia 1
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Paralelná redukcia 2

 © 

import sys
from timer import Timer

@cuda.jit
def reduce0(x, stride):

tid = cuda.grid(1)
x[tid] += x[tid + stride]

num_elements = 1 << int(sys.argv[1]) if len(sys.argv) > 1
else 1 << 24↪→

rng = numpy.random.default_rng(1)
a = rng.random(num_elements, dtype=numpy.float32)
a_dev = cuda.to_device(a)

# Reduce on host
tim = Timer()
host_sum = numpy.sum(a)
t1 = tim.lap_ms()

# Reduce on GPU
tim.reset()
stride = num_elements // 2
while stride:

threads = min(256, stride)
blocks = max(stride // 256, 1)
reduce0[blocks, threads](a_dev, stride)
stride //= 2

cuda.synchronize()
t2 = tim.lap_ms()

gpu_sum = a_dev[0]

print(f"sum of {num_elements} random numbers: host
{host_sum:.1f} {t1:.1f} ms\n\↪→

GPU {gpu_sum:.1f} {t2:.1f}
ms")↪→
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https://github.com/tj314/ppds-seminars/blob/ppds2025/lecture7/06-reduce0.py


Paralelná redukcia 3

Linerárne adresovanie vlákien (thread-linear addressing):
 © 

@cuda.jit
def reduce1(x, num_elements):

tid = cuda.grid(1)
tsum = 0.0
stride = cuda.gridDim.x * cuda.blockDim.x
for k in range(tid, num_elements, stride):

tsum += x[k]
x[tid] = tsum

num_elements = 1 << int(sys.argv[1]) if len(sys.argv) > 1
else 1 << 28↪→

blocks = int(sys.argv[2]) if len(sys.argv) > 2 else 288
threads = int(sys.argv[3]) if len(sys.argv) > 3 else 256

rng = numpy.random.default_rng(1)
a = rng.random(num_elements, dtype=numpy.float32)
a_dev = cuda.to_device(a)

# Reduce on host
tim = Timer()
host_sum = numpy.sum(a)
t1 = tim.lap_ms()

# Reduce on GPU
tim.reset()
reduce1[blocks, threads](a_dev, a.size)
reduce1[1, threads](a_dev, blocks * threads)
reduce1[1, 1](a_dev, threads)
cuda.synchronize()
t2 = tim.lap_ms()

gpu_sum = a_dev[0]

print(f"sum of {num_elements} random numbers: host
{host_sum:.1f} {t1:.1f} ms\n\↪→

GPU {gpu_sum:.1f}
{t2:.1f} ms")↪→
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https://github.com/tj314/ppds-seminars/blob/ppds2025/lecture7/07-reduce1.py


Paralelná redukcia 4 (zdieľaná pamäť)

 © 

@cuda.jit
def reduce2(y, x, num_elements):

_id = cuda.threadIdx.x
tid = cuda.grid(1)
stride = cuda.gridDim.x * cuda.blockDim.x
tsum = cuda.shared.array(0, dtype=numba.float32)
tsum[_id] = 0.0
for k in range(tid, num_elements, stride):

tsum[_id] += x[k]
cuda.syncthreads()
k = cuda.blockDim.x // 2
while k > 0:

if _id < k:
tsum[_id] += tsum[_id + k]

cuda.syncthreads()
k //= 2

if _id == 0:
y[cuda.blockIdx.x] = tsum[0]

num_elements = 1 << int(sys.argv[1]) if len(sys.argv) > 1
else 1 << 24↪→

blocks = int(sys.argv[2]) if len(sys.argv) > 2 else 256
threads = int(sys.argv[3]) if len(sys.argv) > 3 else 256

rng = numpy.random.default_rng(1)
dx = rng.random(num_elements, numpy.float32)
dx_dev = cuda.to_device(dx)
dy_dev = cuda.to_device(numpy.zeros(blocks, numpy.float32))

# Reduce on host
tim = Timer()
host_sum = numpy.sum(dx)
t1 = tim.lap_ms()

# Reduce on GPU
tim.reset()
reduce2[blocks, threads, 0, threads *

dx_dev.dtype.itemsize](dy_dev, dx_dev, num_elements)↪→
reduce2[1, blocks, 0, blocks *

dy_dev.dtype.itemsize](dx_dev, dy_dev, blocks)↪→
cuda.synchronize()
t2 = tim.lap_ms()

gpu_sum = dx_dev[0]

print(f"sum of {num_elements} random numbers: host
{host_sum:.1f} {t1:.1f} ms, GPU {gpu_sum:.1f} {t2:.1f}
ms")

↪→
↪→
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https://github.com/tj314/ppds-seminars/blob/ppds2025/lecture7/08-reduce2.py


Prúdy

GPU zvládne vykonávať niekoľko kernelov naraz súčasne s dátovými prenosmi.
Príklady využitia:

3-krokové spracovanie videa: n-1 snímok sa posiela do RAM, n-tý snímok sa
spracúva na GPU a n+1 snímok sa posiela na GPU
Pamäťovo náročný kernel a výpočtovo náročný kernel môžu bežať naraz na rovnakej
GPU.
Viacero kernelov môže bežať naraz, aby bola GPU výkonovo saturovaná.

31 / 34



Prúdy – rozhranie

Operácie v rámci rovnakého prúdu sa vykonávajú sekvenčne.
Operácie v rozdielnych prúdoch sa môžu vykonávať konkurentne.

Vytvorenie prúdu: numba.cuda.stream().
Metódy prenosu dát majú parameter stream.
Tretí argument dispečera kernelu je stream.
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Udalosti

Vhodné na sledovanie priebehu programu (napr. benchmark).
Vytvorenie udalosti:

numba.cuda.event(timing=True) -> Event

Čas je uložený, iba keď je parameter timing True.
Metódy Event:

query()
Vráti True, ak bola všetka práca v prúde pred udalosťou ukončená.
record(stream=0)
Nastaví bod záznamu. Keď je všetka činnosť v prúde ukončená, udalosť zaznamená
čas a je považovaná za ukončenú.
synchronize()
Host vlákno čaká na ukončenie udalosti.
wait(stream=0)
Prúd stream bude čakať, kým nenastane udalosť.
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Opakovanie

Príprava na skúšku:

Čo je to kernel?
Výpočet súradníc:

vlákna v bloku, bloku v gride, vlákna v gride,
pozície vlákna v bloku, pozície vlákna v gride.

Efektívne využitie súradníc – rozloženie dát v pamäti,
pamäťová hierarchia,
zdieľaná pamäť.
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